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Abstract

The metamodeling approach is increasingly popular and has been shown to be useful in the analysis
and optimization of computationally expensive simulation-based models in, for example, the aerospace,
automotive and oil industries. Nevertheless, the problem of finding a metamodel that approximates a
function (the original numeric model) from a sample of points (data), is inverse and nonlinear so that there
are frequently multiple models that offer a reasonable fit to the data. This work proposes a method of
modeling and global optimization with restrictions using an adaptive ensemble of metamodels (i.e., Radial
Basis Functions, Kriging and Polynomial Regression), and its effectiveness is assessed comparing its
performance (on 6 recognized test functions and an industrial application) with the individual use of the
members of the ensemble. The performance of the proposed ensemble was robust: i) the average R2 per
sample size is one of the two highest with one of the two smallest variances (modeling) and ii) in most case
studies the metamodel exhibited one of the two best results (modeling and optimization).

Keywords: optimization, ensemble of metamodels, radial basis functions, kriging, polynomial
regression.

Ensamble adaptativo de metamodelos
para la solución de problemas de modelado

y optimización global

Resumen

El enfoque de metamodelos es cada vez más popular y ha mostrado ser útil en el análisis y optimiza-
ción de modelos computacionalmente costosos basados en simulaciones en, por ejemplo, las industrias
petrolera, aeroespacial y automotriz. Sin embargo, el problema de encontrar un metamodelo que aproxi-
me una función (el modelo numérico original) a partir de una muestra de puntos (datos), es inverso y no li-
neal de manera que con frecuencia existen múltiples metamodelos que ofrecen un razonable ajuste de los
datos. Este trabajo ofrece una metodología para realizar modelado y optimización global con restricciones,
usando un ensamble adaptativo de metamodelos (i.e., Funciones de Base Radial, Kriging y Regresión Poli-
nómica), y su efectividad es evaluada comparando su desempeño (sobre 6 reconocidas funciones de prue-
ba y una aplicación industrial) con el del uso aislado de los miembros del ensamble. El desempeño del en-
foque de ensamble propuesto fue robusto: i) el promedio de R2 calculado por tamaño de muestra es uno de
los dos mayores con una de las dos menores varianzas (modelado) y ii) es el único de los metamodelos que,
en general, presenta uno de los dos mejores resultados en cada uno de los casos de estudio (modelado y
optimización).

Palabras clave: optimización, ensamble de metamodelos, funciones de base radial, kriging,
regresión polinómica.
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Introducción

El enfoque de metamodelos es cada vez más
popular y ha mostrado ser útil en el análisis y op-
timización de modelos computacionalmente cos-
tosos basados en simulaciones en, por ejemplo,
las industrias petrolera [1, 2, 3, 4], aeroespacial
[5] y automotriz [6]. Un metamodelo hace referen-
cia a la idea de construir un modelo alternativo
rápido (sustituto) a partir de datos de simulacio-
nes numéricas. Sin embargo, el problema de en-
contrar un metamodelo que aproxime una fun-
ción (el modelo numérico original) a partir de una
muestra de puntos (datos), es inverso y no lineal
de manera que con frecuencia existen múltiples
metamodelos que ofrecen un razonable ajuste de
los datos. El diseñador entonces enfrenta el pro-
blema de seleccionar un metamodelo pues, de-
pendiendo del problema, un esquema particular
de modelado (e.g. Regresión Polinómica, Splines,
Funciones de Base Radial, o Kriging) puede ser
mejor que los otros y, en general, no se sabe a
priori cuál debe ser seleccionado [7, 8].

Dos estrategias han sido utilizadas en la se-
lección de metamodelos: (1) seleccionar un meta-
modelo particular de un conjunto de candidatos
[9, 10, 11] o (2) construir un ensamble de los meta-
modelos disponibles (promedio ponderado) con
pesos calculados en base a medidas de desempe-
ño globales [7] o locales [2, 12].

El enfoque de ensamble de metamodelos es
una valiosa alternativa para resolver el problema
de la selección del metamodelo, y hay evidencia
de que puede proveer mejor capacidad promedio
de predicción que usar un metamodelo aislado
(e.g., [13]); en particular, es atractiva la variante
que pondera (pesos) los metamodelos usando
medidas de desempeño locales (varianza del
error) considerando que el mejor desempeño en
regiones del espacio de entrada puede ser exhibi-
do por distintos metamodelos. Zerpa et al. [2]
usaron una estimación analítica de la varianza
del error como medida local de desempeño en la
solución de un problema de optimización, mien-
tras que Sánchez et al. [12] calcularon la varianza
del error de forma empírica, en el contexto de pro-
blemas de modelado. Ambos se limitaron a casos
de estudio de dimensiones cuatro [2] y seis [12] y
no tomaron en consideración de manera explícita
el grado de no-linealidad de los mismos.

Por otra parte, en el área de optimización no
se ha establecido suficientemente si los resulta-
dos del enfoque basado en ensamble de metamo-
delos son mejores a los obtenidos usando meta-
modelos de manera aislada [2]. Nótese que Zerpa
et al. [2] usaron un ensamble adaptativo de meta-
modelos pero la evaluación estuvo limitada a un
solo caso de estudio de baja dimensionalidad. Una
evaluación más completa permitiría establecer el
potencial del enfoque de ensamble adaptativo de
metamodelos para la solución de problemas com-
plejos de modelado y optimización en ingeniería.

Este trabajo ofrece una metodología para
realizar modelado y optimización global con res-
tricciones usando un ensamble adaptativo de
metamodelos, considerando reconocidas funcio-
nes de prueba de hasta dimensión 16 y de mane-
ra explícita su nivel de no-linealidad (Tabla 1).
Además, en contraste con Zerpa et al. [2] se eva-
luó empíricamente la confiabilidad de las estima-
ciones analíticas de la varianza del error de los
metamodelos considerados, cuyos valores pue-
den estar significativamente sesgados y afectar la
calidad del ensamble.

Ensamble adaptativo
de metamodelos

El ensamble adaptativo de interés en este
trabajo puede formularse mediante la expresión:

y x x y xSUM i i
i

m
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donde �i(x) representa el peso del i-ésimo meta-
modelo en el punto x, yi(x) es la predicción del
i-ésimo metamodelo en el punto x, y m es el nú-
mero de metamodelos. Específicamente los me-
tamodelos considerados en este trabajo son:
Funciones de Base Radial (RBF), Regresión Poli-
nómica (PRE) y Kriging (KRI) y los pesos � se cal-
culan de la siguiente manera:
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donde �i x2( ) es la estimación de la varianza del

error del metamodelo “i” en el punto x. Nótese que
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el peso de la predicción de cada metamodelo en el
ensamble difiere según el punto de pronóstico
considerado (adaptativo) y es inversamente pro-
porcional a la varianza (estimada) de su error.

A continuación se describen aspectos fun-
damentales de cada uno de los metamodelos uti-
lizados, consideraciones sobre la estimación de
la varianza del error de los metamodelos y deta-
lles de la implementación de enfoque de ensam-
ble de metamodelos propuesto.

Metamodelos

Cada uno de los metamodelos usados es un
caso especial de la siguiente expresión:

y x f x xi i
i

p

( ) ( ) ( )� �
�

� � 	
1

(3)

La Tabla 2 muestra las características de
cada uno de los metamodelos usados.

En la expresión para �(x) de Kriging, R es la
matriz de correlaciones entre los puntos de la
muestra, Y el vector de los valores de la función
en la muestra, u es un vector de unos, �
es la esti-
mación de máxima verosimilitud de la media y
r x( ) es el vector de correlaciones entre x y cada
punto de la muestra. La correlación es modelada
con una de distintas funciones parametrizadas
(i.e., modelo Gaussiano, exponencial, exponen-
cial generalizado, spline o esférico).

Estimación de la varianza del error
de los metamodelos

La Tabla 3 especifica la función que propor-
ciona la varianza estimada del error de cada me-
tamodelo en cada punto del espacio.

En la expresión del estimador de la varianza
de Kriging, ��MV

2 es el estimador de máxima verosi-

militud de la varianza del error (global). En la ex-
presión para PRE y RBF, f x( ) es el vector donde
cada uno de sus elementos es una función de re-
gresión evaluada en x; F es la matriz de diseño
cuyos elementos son las funciones de regresión
evaluadas en los puntos de la muestra; y ��MSE

2 es

el estimador estándar de la varianza del error
(usualmente conocido como Mean Square Error o,
también, “Estimador Insesgado de la Varianza”).
Para metamodelos lineales el estimador ��MSE

2 vie-

ne dado por SSE / (n – p); donde SSE es la suma
del cuadrado de los errores, n el tamaño de la
muestra y p el número de parámetros libres del
metamodelo.

Para evaluar la confiabilidad de los estima-
dores de la varianza del error, se comparó el pro-
medio de las estimaciones de las varianzas con el
promedio del cuadrado de los errores sobre un
conjunto de prueba suficientemente amplio. Di-
ferencias significativas en los promedios citados
implican estimadores poco confiables, lo que
puede resultar en asignaciones inadecuadas de
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Tabla 1
Selección de antecedentes de uso de ensamble de metamodelos con indicación

de la contribución de este trabajo

Selección del
ensamble

Tipo de
ensamble

Estimación
de pesos

Aplicación:
Modelado /

Optimización

Máximo
número de

dimensiones

Consideración
explícita de la
no-linealidad

Zerpa et al.
(2005) [2]

Preselección
(a priori)

Adaptativo
(Pesos locales)

Analítica No / Sí 4 No

Goel et al.
(2007) [7]

Preselección
(a priori)

Fijo
(Pesos globales)

Empírica Sí / No 6 No

Sánchez et al.
(2008) [12]

Basada en
los datos

Adaptativo
(Pesos locales)

Empírica Sí / No 6 No

Viana et al.
(2008) [14]

Basada en
los datos

Fijo
(Pesos globales)

Empírica Sí / No 12 No

Este trabajo Preselección
(a priori)

Adaptativo
(Pesos locales)

Analítica Sí / Sí 16 Sí



los pesos en el ensamble de metamodelos; esto
ocurrió particularmente con el estimador de la
varianza del error de los metamodelos RBF.
Específicamente, se observó que la estimación de
RBF de la varianza puntual del error presentaba,
en general, valores significativamente por debajo
del error cuadrático correspondiente (sesgo).
Este sesgo era mayor que los observados para los
otros métodos, lo que resultaría en una asigna-
ción inadecuada de los pesos. Para resolver este
problema se experimentó con otros estimadores
de la varianza global ��� hasta encontrar uno
apropiado, el cual se describe a continuación:
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donde n es el tamaño de la muestra, p la dimen-
sionalidad, �LOO

2 es el estimador de validación-

cruzada tipo Dejar-Uno-Afuera (Leave-One-Out)
para metamodelos lineales y �CSM

2 representa el

estimador usado en los criterios de selección del
modelo conocidos como Criterio de Información

Bayesiana y Validación Cruzada Generalizada
[17].

Implementación

El enfoque propuesto de ensamble adapta-
tivo de metamodelos fue codificado en el ambien-
te de programación MATLAB [18]. Específica-
mente, los metamodelos utilizados correspon-
dientes a Regresión Polinómica fueron los provis-
tos por MATLAB; mientras que en el caso de Kri-
ging y Funciones de Base Radial se usaron las he-
rramientas DACE [16] y RBF2-Toolbox [17], res-
pectivamente.

Casos de estudio

Se seleccionaron seis reconocidas funcio-
nes de prueba (Tabla 4) y una aplicación indus-
trial que difieren en cuanto a su dimensionalidad
y grado de no-linealidad. En la Tabla 5 se especi-
fica la dimensión, grado de no-linealidad (alta y
baja) y los tamaños de muestra usados (escasa y
pequeña), para cada problema; las funciones de
prueba fueron etiquetadas como de alta o baja
no-linealidad, según que el R2 (coeficiente de de-
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Tabla 3
Estimación de la varianza del error de cada metamodelo

Kriging [15, 16] Regresión Polinómica y Funciones de Base Radial
[17, 7]
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Tabla 2
Descripción de los metamodelos considerados en este trabajo

Modelo � f(x) �(x)

Kriging [15, 16] Media estimada Constante (= 1) 	 �( ) ( )x r x T�

donde � � � 
�R Y u1( � ) es un vector de

constantes

Regresión
polinómica

Estimado mediante
mínimos cuadrados

Polinomio de hasta
2do grado

Se asumen independientes,
idénticamente distribuidos y de valor

esperado cero

Funciones de Base
Radial [17, 7]

Estimado mediante
mínimos cuadrados

Función de base
radial: Gaussiana o

multicuádrica

Se asumen independientes,
idénticamente distribuidos y de valor

esperado cero



terminación)1 de una regresión polinómica de
primer o segundo grado fuera menor (alta) o ma-
yor (baja) a 0,99 [8].

Aplicación industrial: Optimización de
proceso de inyección de ASP (álcali-surfactan-
te-polímero) [2, 12, 19].

La recuperación mejorada de petróleo utili-
zando ASP es uno de los métodos más promiso-
rios para enfrentar uno de los retos más impor-
tantes de la industria petrolera: luego de métodos

convencionales de recuperación por inyección de
agua, el petróleo atrapado en el yacimiento puede
ser hasta el 70% del petróleo originalmente en el
yacimiento (POES). Este problema considera un
proyecto a escala de campo (13 pozos, 9 produc-
tores y 4 inyectores; POES estimado en 395.427
barriles) con las siguientes variables de diseño: la
concentración de cada uno de los compuestos
químicos: álcali, surfactante y polímero; y el
tiempo de inyección [2]; los rangos de estas varia-
bles son descritos en la Tabla 6.
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Tabla 4
Funciones de prueba [8]

Función2 Dominio Rango

P1 � � � �f x x x xi i iii
( ) ln( ) ln( )

.
� � � � �

��
�� 2 102 2

1

10 0 2

1

10 2.1 � xi � 9.9 [–45,78, 91,33]

P53
f x a x x x xijj i i j ji
( ) ( )( )� � � � �

��
��

1

16 2 2
1

16
1 1 0 � xi � 5 [46, 44.206]

P6 � � � �f x x x x( ) sin( ) exp( )� �   � �30 41 1 2
2 0 � x1 � 10

0 � x2 � 5
[98,24, 189,57]

P7 f x x x( ) sin( / )cos( / )� ! !1 212 16 –10 � x1 � 10
–20 � x2 � 20

[–1, 1]

P12 f x x x x x x x( ) .� � � � �05 7 71
2

2
2

1 2 1 2 –5 � xi � 5 [–57,5, 82,5]

P134 f x x x x x x x x x( ) . ( , )� � � � � �05 7 71
2

2
2

1 2 1 2 1 2	 –5 � xi � 5 [–57,5, 82,5]

Tabla 5
Características de las funciones de prueba

Dim. No-Linealidad Muestra Escasa Muestra Pequeña

P1 10 Alta 30 100

P5 16 Baja 48 160

P6 2 Alta 9 20

P7 2 Alta 9 20

P12 2 Baja 9 20

P13 2 Baja 9 20

1 La definición del coeficiente de determinación R2 es:1� � �� �( � )/ ( )y y y yi i
i

i
i

.

2 Se ha mantenido la nomenclatura de las funciones de prueba que se usa en [8]
3 La letra a denota una matriz con unos en la diagonal y ceros y unos fuera de ella.
4 La letra 	 representa el ruido aleatorio que se ha añadido a la función P12 para crear la función P13.



La función objetivo es la producción acu-
mulada de petróleo para un horizonte de 487 días
medida como porcentaje del POES y es evaluada
utilizando el simulador UTCHEM de la Universi-
dad de Texas [20]. Detalles adicionales de este
caso de estudio se encuentran en [2].

Metodología de evaluación
y medidas de desempeño

La evaluación fue realizada mediante los si-
guientes pasos:

1. Diseño del experimento y muestreo. Ob-
tener el conjunto de puntos iniciales (mues-
tra) para cada problema y tamaño de mues-
tra, mediante el método conocido como hi-
percubo latino [21] y evaluarlos en el mode-
lo original. Para cada función de prueba se
escogieron dos muestras: Escasa y Peque-
ña, tal como se describe en la Tabla 5.

2. Construcción de metamodelos. Se cons-
truye cada metamodelo estimando sus pa-
rámetros a partir de la muestra. El ensam-
ble de metamodelos, como se describió en la
sección Ensamble adaptativo de metamo-
delos, es evaluado a partir de los metamo-
delos individuales y sus estimaciones de la
varianza del error.

3. Optimización basada en metamodelos.
El algoritmo de optimización utilizado es de
naturaleza global denominado DIRECT
(DIviding RECTangles) [22]. Nótese que el
número de evaluaciones de la función obje-

tivo no es un aspecto computacionalmente
crítico en virtud de que la optimización está
basada en el uso de metamodelos. Los mé-
todos basados en gradiente (como el de
Newton, etc.), aunque más eficientes, sólo
encuentran óptimos locales.

4. Cálculo de medidas de desempeño. Para
evaluar el enfoque propuesto en términos
de modelado se utilizó el coeficiente de de-
terminación R2 sobre conjuntos de prueba
suficientemente amplios (entre 1600 y
2000 puntos) y en términos de optimización
se calculó la diferencia entre el valor del óp-
timo encontrado utilizando el metamodelo
y su verdadero valor. Nótese que mayores
valores de R2 y menores diferencias con el
óptimo indican mejor desempeño.

Análisis y discusión
de resultados

Los resultados obtenidos se discuten en
términos del desempeño en materia de modelado
y optimización del ensamble de metamodelos so-
bre los casos de estudio.

Modelado

El ensamble (SUM) obtiene uno de los dos
mejores resultados en todos los casos de estudio
(Tabla 7 y la Tabla 8) excepto el correspondiente a
P13-‘muestra escasa’; este último caso coincide
con el de mayor desequilibrio (diferencia de
VEP/SSEP5 entre metamodelos) entre las esti-
maciones de la varianza del error de los metamo-
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Tabla 6
Rango de las variables en el caso de la aplicación industrial

Mínimo Máximo Unidades

Concentración de álcali 0 0,5898 meq/mL

Concentración de surfactante 0,0018 0,0100 vol. fract.

Concentración de polímero 0,0487 0,1461 wt.%

Tiempo de inyección 111 326 días

5 VEP es Varianza Estimada Promedio; SSEP es Error cuadrático promedio.



delos (Tabla 9). Nótese que cada uno de los cuatro
metamodelos (RBF, PRE, KRI y SUM) es el mejor
en alguno de los problemas (RBF: P1; PRE: P13;
KRI: P6-‘muestra escasa’ y P7; SUM: P5 y
P6-‘muestra pequeña’), y el mayor R2 promedio lo
obtienen, en el caso de muestra escasa, Kriging y,
en el caso de la muestra pequeña, el ensamble. El
ensamble de metamodelos ofreció un valor de R2

30,2% mayor que el promedio de los metamode-
los individuales en la muestra escasa, y 17,6%
mayor en la muestra pequeña. Además, la va-
rianza de R2 para SUM fue la segunda menor en
el caso de la muestra escasa (0,07384) y la menor
con la muestra pequeña (0,00061).

Optimización

Distintos metamodelos ofrecen los mejores
resultados dependiendo del problema considera-

do; sin embargo, el ensamble de metamodelos
(SUM) presenta uno de los dos mejores resulta-
dos de optimización en la mayoría los casos (10
de 12). La Tabla 10 y la Tabla 11 muestran el ópti-
mo de cada función, y su diferencia con el óptimo
obtenido utilizando el algoritmo DIRECT y cada
uno de los metamodelos (RBF, KRI, PRE y SUM).
Además, se incluye el óptimo obtenido utilizando
la función original (denotado P en la tabla).

A manera de resumen la Figura 1 ilustra el
desempeño relativo de los distintos metamodelos
utilizando la metodología conocida como perfil de
desempeño (performance profile) reportada en
[23] y [24]. El citado perfil reporta para cada me-
tamodelo la fracción (ordenada) del total de casos
de estudio (12; 6 funciones de prueba con 2 ta-
maños de muestra) donde el error (diferencia en-
tre el verdadero óptimo y el obtenido) estuvo den-
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Tabla 7
Coeficiente de determinación (R2) - Muestra escasa*

P1 P5 P6 P7 P12 P13 Promedio Varianza

RBF 0,892 0,958 0,355 0,360 0,988 0,920 0,745 0,09153

PRE 0,810 0,920 0,167 -0,320 1,000 0,980 0,593 0,29703

KRI 0,802 0,926 0,502 0,455 1,000 0,940 0,771 0,05567

SUM 0,857 0,964 0,436 0,408 1,000 0,939 0,767 0,07384
*El mejor resultado en cada caso de estudio y tamaño de muestra se indica con negritas y subrayado, respectivamente

Tabla 8
Coeficiente de determinación (R2) - Muestra pequeña

P1 P5 P6 P7 P12 P13 Promedio Varianza

RBF 0,932 0,972 0,681 0,958 1,000 0,981 0,921 0,01433

PRE 0,907 0,965 0,285 0,027 1,000 0,985 0,695 0,18190

KRI 0,880 0,879 0,982 0,976 1,000 0,965 0,947 0,00285

SUM 0,927 0,973 0,983 0,965 1,000 0,984 0,972 0,00061

Tabla 9
Razón entre la varianza del error estimada promedio (VEP) y el error cuadrático medio

(SSEP) - Muestra escasa

P1 P5 P6 P7 P12 P13 Promedio Varianza

RBF 0,812 1,017 0,523 0,504 3,031 0,119 1,001 1,082

PRE 0,528 1,337 3,019 1,325 1,785 1,440 1,572 0,673

KRI 0,420 0,916 1,820 0,977 4,657 0,037 1,471 2,797



tro de una tolerancia dada (abscisa); esta toleran-
cia representa un múltiplo del mínimo error obte-
nido en cada caso. Dependiendo de la tolerancia
distintos metamodelos exhiben un mejor desem-
peño; sin embargo, el ensamble presenta un per-
fil de desempeño robusto, vale decir, a partir de
una tolerancia de 1,8 ningún otro metamodelo lo
supera en número de casos de estudio exitosos.

Aplicación industrial

Para el caso ASP se realizaron optimizacio-
nes basadas en metamodelos (KRI, PRE, RBF y
SUM) para diez (10) muestras aleatorias de tama-
ño veinte (20), y se calcularon los errores con res-
pecto al óptimo verdadero, i.e., porcentaje del
POES = 39,81%, con cada punto porcentual re-
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Tabla 10
Resultados de la optimización usando metamodelos individualmente,

el enfoque de ensamble adaptativo de metamodelos propuesto (SUM) y la función de prueba
original (P) - Muestra escasa*

P1 P5 P6 P7 P12 P13

Óptimo –45,778 46 98,239 –1 –57,5 –57,5

P 4,921 33,421 2,581 0,000 0,089 2,499

RBF 11,332 277,620 3,091 0,060 0,089 22,612

PRE 21,376 326,260 4,121 0,476 0,089 0,089

KRI 19,823 56,720 3,821 0,025 0,089 0,185

SUM (2do) 16,629 (2do) 183,420 (2do) 3,721 (2do) 0,040 0,089 (3ro) 5,791
*El mejor resultado y el segundo mejor resultado por cada caso de estudio se indican con negritas y subrayado, respec-
tivamente.

Tabla 11
Resultados de la optimización usando metamodelos individualmente,

el enfoque de ensamble adaptativo de metamodelos propuesto (SUM) y la función de prueba
original (P) - Muestra pequeña

P1 P5 P6 P7 P12 P13

Óptimo –45,778 46 98,239 –1 –57,5 –57,5

P 4,921 33,421 2,581 0,000 0,089 2,499

RBF 9,244 646,475 2,764 0,004 0,089 0,185

PRE 15,546 75,055 10,044 0,639 0,089 0,089

KRI 16,391 988,323 2,566 0,014 0,089 3,737

SUM (4to) 16,706 (2do) 369,081 (1ro) 2,517 (1ro) 0,004 0,089 (2do) 0,185

Figura 1. Perfil de desempeño correspondiente
a los distintos metamodelos sobre casos

de estudio (6 funciones de prueba,
dos tamaños de muestra).



presentando 3.954 barriles de petróleo; el perfil
de desempeño de los metamodelos se muestra en
la Figura 2. El desempeño del ensamble exhibe
las siguientes características: i) estuvo entre los
dos mejores en tres de las diez muestras y en nin-
gún caso ofreció el peor resultado y ii) ofreció el
valor óptimo más cercano al verdadero (38,7%)
con el peor resultado asociado con el metamodelo
RBF (23,66%). Puede observarse que el uso de
ensamble para obtener un desempeño robusto
en la optimización basada en metamodelos pue-
de fortalecerse, con mínimo costo computacio-
nal, incorporando la evaluación de los óptimos de
los metamodelos individuales.

Conclusiones

La conclusión general de este trabajo es que
el uso de un ensamble de metamodelos puede ser
un mecanismo efectivo y robusto para el modela-
do y optimización de procesos complejos y repre-
senta una alternativa valiosa al uso de metamo-
delos de manera aislada. Específicamente, el de-
sempeño del enfoque de ensamble propuesto
(SUM) fue robusto: i) el promedio de R2 calculado
por tamaño de muestra es uno de los dos mayo-
res exhibiendo una de las dos menores varianzas
(modelado), ii) es el único de los metamodelos
que, en general, en cada caso de estudio, presen-
ta uno de los dos mejores resultados y no ofrece el
peor de los resultados (modelado y optimización)
y iii) excepto en casos extremos, no se vio signifi-

cativamente afectado por desequilibrios de las
estimaciones de la varianza del error de los meta-
modelos.

Algunos aspectos a considerar en futuros
trabajos en esta área son: a) establecer un meca-
nismo para el cálculo de los pesos que tome en
cuenta la correlación entre los metamodelos (la
expresión utilizada es óptima sólo si los metamo-
delos no están correlacionados), b) desarrollar
estimaciones de la varianza del error de los meta-
modelos más ajustadas a la realidad, y c) evaluar
más ampliamente el enfoque propuesto utilizan-
do, otros metamodelos (e.g., máquinas de vecto-
res de soporte) en el ensamble y otras aplicacio-
nes industriales.
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